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1. Введение
По ходу разработки и сопровождения программных приложений ко-

личество требований и идей для улучшения продукта стремительно рас-
тет. Накапливающиеся запросы пользователей и компаний-клиентов,
желание не уступать конкурентам в качестве продукта — все это и
многое другое формирует длинный список задач для разработчиков си-
стемы. Зачастую в проекте не хватает временных и денежных ресурсов
для воплощения всех имеющихся идей и запросов. В связи с этим остро
встает вопрос приоритезации — выбора наиболее важных запросов на
изменения, которые сильнее всего способствуют улучшению пользова-
тельских характеристик продукта и достижению поставленных бизнес-
показателей [40].
Наиболее распространенные подходы к приоритезации идей, такие

как RICE [22] или модель Кано [19], основываются на оценке потенци-
альной ценности, которую получат пользователи продукта после реали-
зации этих запросов, и сравнении этих оценок для имеющихся потенци-
альных улучшений с учетом затрат на их реализацию. Проблема таких
методик заключается в субъективности оценки — у нескольких членов
команды мнения насчет значимости насчет одного и того же запроса на
изменения могут отличаться. Это приводит к необходимости создания
объективных критериев, которые позволят оперировать фактами, а не
субъективными мнениями.
Такой запрос существует и у команды IntelliJ IDEA — известной

многоязыковой интегрированной среды разработки (IDE). Ключевой
особенностью этого продукта является большое количество доступной
пользователю функциональности, которая может быть полезна в раз-
нообразных сценариях. Как следствие, многие пользователи не знают
о существовании той или иной полезной функциональности продукта.
Таким образом, задача приоритезации особенно актуальна для разви-
тия уже существующей функциональности и привлечения внимания
пользователей к ней за счет улучшения опыта взаимодействия с IDE.
В данной работе представлена система оценки потенциального ко-
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личества пользователей для различной функциональности приложения
на примере IntelliJ IDEA. Сравнивая такую оценку для разных подси-
стем и возможностей (features) продукта, можно выбрать те, улучшение
которых сможет дать наибольший прирост числа регулярных пользо-
вателей. Выбор данной метрики обусловлен бизнес-целями продукта:
чем больше людей смогли получить ценность от использования опре-
деленной функциональности и начали ее регулярно использовать в сво-
ей работе, тем лучше IDE справляется со своей задачей — сократить
время пользователя, которое он тратит на выполнение своих задач. Та-
кой подход позволяет команде разработчиков получить агрегирован-
ную информацию по рассматриваемой функциональности на основа-
нии статистики использования продукта и использовать ее в качестве
объективного критерия в процессе приоритезации.
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2. Постановка задачи
Целью работы является разработка системы оценки потенциального

количества пользователей для различной функциональности приложе-
ния на примере IntelliJ IDEA. Такая система позволит команде разра-
ботки получить объективный критерий для сравнения эффективности
работы над различными подсистемами и функциональностью в рамках
приоритезации и планирования задач. Для её выполнения были постав-
лены следующие задачи.

1. Изучить существующие методологии ранжирования функциональ-
ности и идей, работа над которыми может привлечь наибольшее
число пользователей, и подходы к предсказанию потенциального
количества пользователей для функциональности приложения.

2. Сформировать коллекцию данных, характеризующую поведение
пользователей в IntelliJ IDEA.

3. Реализовать систему предсказания потенциального количества поль-
зователей для различной функциональности IDE.

4. Провести оценку точности предсказаний и проанализировать по-
лученные результаты.

5. Разработать и апробировать внутрикорпоративный сервис для про-
смотра результатов оценки потенциального числа пользователей.
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3. Обзор
Чаще всего качество продукта зависит от успешности определения

потребностей пользователя. Неверно расставленные приоритеты могут
привести к печальному результату — снижению позиций продукта на
рынке [4]. Исследователи в этой области отмечают, что принятие ре-
шений о требованиях к продукту очень усложнено недостатком инфор-
мации, в том числе, о привычках, поведении и ожиданиях пользовате-
лей [26].
Одним из применений данной работы является снижение неопреде-

ленности в процессе приоритезации за счет получения дополнительных
знаний. Это знание — количество пользователей, которые потенциаль-
но стали бы регулярно применять функциональность — основывается
на предсказании поведения группы пользователей, сформированном по
историческим данным IntelliJ IDEA.
В этой главе рассмотрены распространенные принципы, по которым

может определяться порядок реализации идей. Это даст возможность
понять контекст использования критериев приоритезации и сформиро-
вать набор требований к ним. Затем будут приведены примеры решения
похожих задач по анализу и предсказанию поведения пользователей.

3.1. Методологии приоритезации
Все популярные методологии приоритезации требований и идей мож-

но разделить на три группы: сегментирующие, порядковые, числен-
ные [35].
Сегментирующие (nominal scale) механизмы предполагают опреде-

ление нескольких групп и категоризацию всех идей и требований по
этим группам на основе значимости. Группы имеют определенный при-
оритет, который присваивается и идеям. В рамках одной группы все
требования имеют одинаковый приоритет. MoSCoW [16], Top ten [1] и
модель Кано [38] являются примерами таких подходов.
Порядковые (ordinal scale) методологии основываются на создании

порядка для всего списка идей с точки зрения важности их реализации.
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Ranking [4], Bubble sort [31] и Cumulative voting [32] принадлежат этой
группе.
Численные (ratio scale) подходы проецируют значимость идеи на

шкалу, основываясь на одном или нескольких параметрах соответству-
ющей задачи. Например, охват пользователей (reach), влияние (impact),
уверенность в оценках (confidence) и затраты на реализацию (effort) в
методологии RICE [22]. Сюда же относятся Cost-value approach [32],
Wieger’s matrix [34], Analytical Hierarchy Process [39].
Данная классификация методов приоритезации была рассмотрена и

изучена с разных сторон в нескольких работах [36, 35, 27, 11]. Среди
прочих были рассмотрены следующие характеристики.

1. Простота использования.

2. Уверенность команды в полученном результате.

3. Масштабируемость похода на большое количество идей и требо-
ваний.

4. Надежность подхода при участии нескольких членов команды
разработки в процессе приоритезации.

В таблице 1 приведено сравнение вышеупомянутых классов методо-
логий по этим характеристикам.

Класс методоло-
гий

Простота Уверенность Масшта-
бируемость

Надежность

Сегментирующие Высокая Высокая Низкая Низкая
Порядковые Низкая Высокая Низкая Низкая
Численные Средняя Средняя Низкая Низкая

Таблица 1: Сравнение методологий приоритезации

Для того, чтобы справиться с проблемой низкой масштабируемо-
сти, были предложены алгоритмы приоритезации задач, основанные
на машинном обучении [33, 41, 30]. Они значительно упрощают работу
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с большим количеством критериев и идей, но проявляется проблема от-
сутствия прозрачности результатов, поскольку процесс приоритезации
оказывается скрыт в алгоритме машинного обучения. Это подрывает
уверенность команды разработки в результате.
Именно поэтому целью данной работы является создание критерия,

который с одной стороны будет понятным и однозначно интерпрети-
руемым членами команды, и с другой агрегировать информацию из
реального мира, то есть быть объективным и применимым на большом
числе идей. В таком случае, процесс приоритезации не изменяется, а
лишь дополняется. Это позволит сохранить привычки команды и эф-
фективнее внедрить использование такого критерия.

3.2. Предсказание поведения пользователей
Построение долгосрочных отношений с клиентами (customer relationship

management, CRM) является важным звеном в работе любого бизнеса.
От того, насколько эффективно выстроена работа с пользователями,
зависит успех всей компании. Предсказание оттока пользователей —
одна из наиболее актуальных задач в этой области. Она заключается в
заблаговременном нахождении группы пользователей, склонных через
некоторое время отказаться от использования продукта.
Большая часть открытых исследований в этой области использует

наборы данных телекоммуникационных компаний для обучения алго-
ритмов машинного обучения [7, 3, 12]. Как правило, в них содержится
несколько десятков параметров: описание клиента (пол, возраст и т.д.),
агрегированная информация о поведении (среднее количество звонков
в месяц, использование текстовых сообщений) и другие.

3.2.1. Решающие деревья

Классическим подходом в этой задаче является использование ре-
шающих деревьев и лесов (decision tree) [15]. Основным преимуществом
данного подхода является возможность визуализировать обученный клас-
сификатор. Это позволяет компаниям понять взаимосвязь признаков

9



клиента с вероятностью его оттока, ответить на вопрос «Почему пользо-
ватель отказался от использования продукта» и применить это знание
для увеличения прибыли. Тем не менее точность предсказания таких
алгоритмов достаточно невелика (Accuracy = 0,859) [8]. Можно улуч-
шить результат, сохранив интерпретируемость модели, с помощью ме-
тодов отбора признаков (feature selection) [18]. Это позволяет оценить
влияние каждого признака на получение итогового результата, сокра-
тить их количество в обучающей выборке и тем самым снизить веро-
ятность переобучения модели. Использование Information Gain [43] и
Correlation Attributes Ranking Filter [7] и в качестве алгоритмов feature
selection позволило повысить точность деревьев до 0,896 [8].
Тем не менее интерпретируемость модели несущественна в зада-

че оценки потенциального количества регулярных пользователей, по-
скольку интерес представляет лишь агрегированное значение, а не вли-
яние атрибутов на класс конкретного пользователя. Помимо этого в
рамках работы с IntelliJ IDEA есть возможность получить более по-
дробный набор данных, на котором решающие деревья и леса показы-
вают результаты хуже. Это проявилось на наборе данных Prozorro [28],
который содержит данные о 140 тысячах пользователей и двух миллио-
нах объектах, с которыми они взаимодействовали. В эксперименте [21]
были получены значения AUC 0,65 и 0,83 для решающих деревьев и
алгоритмов с использованием бустинга (boosting algorithms) соответ-
ственно.

3.2.2. Алгоритмы бустинга

Подход бустинга заключается в итеративном обучении нескольких
слабых классификаторов с целью их объединения в более сильный клас-
сификатор [42]. При добавлении нового алгоритма в цепочку, ему неко-
торым образом присваиваются веса (веса остальных моделей пересчи-
тываются), определяющие степень его влияния на итоговый резуль-
тат предсказания в цепочке классификаторов. XGBoost, LightGBM и
CatBoost являются зарекомендовавшими себя алгоритмами этого ти-
па [5]. Сравнение последних двух в рамках задачи предсказания оттока
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пользователя для банковского продукта [2] приведено в таблице 2.

Accuracy AUC Recall F1-score
Catboost 0,88 0,84 0,88 0,87
LightGBM 0,85 0,81 0,86 0,86

Таблица 2: Сравнение метрик алгоритмов предсказания оттока для бан-
ковского продукта

3.3. Алгоритмы рекомендаций
Задачу определения числа потенциальных пользователей функцио-

нальности приложения можно рассмотреть и с точки зрения следую-
щего подхода. С помощью рекомендательных систем можно предска-
зать вероятность того, что человек воспользуется исследуемой функ-
циональностью. Используя это значение, будем его считать потенци-
альным пользователем этого действия, если соответствующее значение
вероятности превышает определенный порог. Таким образом, рекомен-
дательные системы могут быть применимы в данной работе.
Рекомендательные системы принято делить на три класса: collaborative

filtering (CF), content-based filtering и гибридные алгоритмы [14]. Филь-
трация на основе контента предполагает анализ характеристик объ-
ектов, с которыми взаимодействует пользователи, и поиск взаимосвя-
зи между взаимодействиями и этими характеристиками. Такой подход
не применим при оценке потенциального количества пользователей в
IntelliJ IDEA. Функциональность IDE не обладает достаточным количе-
ством характеристик, поскольку весь исходный код и контекст исполь-
зования IntelliJ не записывается. Имеющихся данных недостаточно для
применения как фильтрации на основе контента, так и гибридных ал-
горитмов, поскольку последние совмещают информацию о контенте с
агрегацией поведения пользователей.
Группу подходов коллаборативной фильтрации можно в свою оче-

редь разделить на алгоритмы, основанные на соседстве (nearest neighbors
algorithm), и на подходы, основанные на модели.
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3.3.1. Алгоритмы, основанные на соседстве

Подходы, основанные на соседстве, предсказывают отношение поль-
зователя к новому объекту, используя его оценки другими пользовате-
лями, похожими на данного. Степень похожести можно оценивать как
по свойствам объектов (что не применимо в рамках IntelliJ IDEA), так
и по распределению оценок других пользователей [6]. В таком случае
строится матрица отношения пользователей к объектам, где в каждой
строке находится вектор оценок некоторого пользователя. Оценки мо-
гут быть как явными (рейтинг фильма или товара в онлайн-магазине),
так и неявными [25] (время, частота, интенсивность взаимодействия).
Затем для выдачи рекомендаций пользователю в построенной матрице
находятся вектора, наиболее похожие на вектор оценок данного поль-
зователя. Из них извлекаются объекты с наивысшими оценками и сор-
тируются в порядке убывания интереса группы похожих пользователей
— чем выше и чаще был оценен объект, тем выше он окажется в списке
рекомендаций.
Классические примеры таких алгоритмов — метод k-ближайших со-

седей [29], а также подходы, основанные на сходстве Пирсона [24] и
косинусном сходстве [23].

3.3.2. Алгоритмы, основанные на модели

В случае основанных на модели подходов используются алгорит-
мы машинного обучения для определения наиболее релевантных объ-
ектов. Входные данные все так же представляют собой матрицу оценок
объектов пользователями (user-item matrix). С их помощью обучает-
ся модель, которая будет определять предполагаемую оценку объектов
конкретных пользователей.
Поскольку количество объектов в таких наборах данных как пра-

вило велико, часто для реализации такого подхода используются алго-
ритмы кластеризации и понижения размерности [20, 17].
Алгоритмы кластеризации [10, 9] предполагают разбиение всей вы-

борки пользователей на группы, используя входные данные. Затем в
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приоритете для рекомендаций оказываются наиболее популярные объ-
екты в группе, к которой принадлежит пользователь. Это позволяет
заметно ускорить определение рекомендованных объектов, но сокра-
тить точность предсказаний на небольшом количестве объектов. В рам-
ках задачи оценки потенциального количества пользователей функци-
ональности IntelliJ IDEA преимущество по скорости предсказания не
играет существенной роли, поскольку в этой задаче не требуется вы-
сокая скорость подсчета оценки в реальном времени, ведь основное ее
применение в процессе приоритезации происходит раз в цикл планиро-
вания. С другой стороны, количество записываемых действий IntelliJ
значительно уступает распространенным наборам данных, что может
привести к снижению точности, поэтому алгоритмы кластеризации не
применимы в рамках поставленной задачи.
Методы понижения размерности наоборот, представляют особый ин-

терес. Многие записываемые события, производимые пользователями
IntelliJ IDEA, носят массовый характер, например, открытие проек-
та, использование функций копирования, вставки, отмены и другие.
С большой вероятностью они не вносят значимый вклад в использо-
вание пользователем исследуемой функциональности. Использование
методов снижения размерности (сингулярное разложение [37], матрич-
ная факторизация [13]) позволит снизить зависимость от этих функций,
снизить переобучение модели и повысить итоговую точность.

3.3.3. Формулировка задачи в терминах рекомендаций

Таким образом, задача оценки потенциального количества пользо-
вателей с точки зрения рекомендательных систем может быть постав-
лена следующим образом. Рассмотрим входные данные в качестве мат-
рицы A(u, v), в которой ряд соответствует конкретному пользователю
u ∈ {1, ..., U}, а столбец определенному действию (функциональности)
v ∈ {1, ..., V } внутри продукта. Значение A(u1, v1) отражает количество
раз, когда пользователь u1 применял действие v1 за определенный пери-
од. Тогда необходимо предсказать вероятность того, что пользователь
ū активирует действие v̄. При этом, если известно, что этот человек еще
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не сталкивался с этой функциональностью (или сталкивался мало), а
предсказанная вероятность достаточно высока, его можно считать по-
тенциальным пользователем. Получив предсказания для всех u, можно
оценить количество потенциальных пользователей среди них.

3.4. Выводы
Несмотря на то, что найти описанный подход для оценки потенци-

ального количества пользователей не удалось, были выявлены классы
похожих задач, результаты решения которых можно использовать в
данной работе. Например, стоит уделить внимание алгоритмам бустин-
га, и, в частности, LightGBM, поскольку они показывают одни из луч-
ших результатов в задаче оценки оттока пользователей. Помимо этого,
большое количество исследований в области планирования и приори-
тезации, а также целый список методологий ранжирования задач, до-
полнительно подтверждают актуальность этих задач в мировом сооб-
ществе.
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4. Описание подхода
Для того, чтобы оценить число пользователей, которые потенциаль-

но могли бы воспользоваться определенной функциональностью прило-
жения, предложен следующий подход. Имея статистику использования
приложения, для каждого пользователя собирается набор параметров,
характеризующий его поведение в выбранный период времени. Этот
набор специфичен для разных приложений в зависимости от их слож-
ности и доступной статистики. Затем выбирается исследуемое действие
(функциональность, для которой мы хотим посчитать число потенци-
альных пользователей), и для каждого пользователя определяется ча-
стота применения этого действия в рамках того же периода времени.
Затем на основании этого значения мы определяем, является ли поль-
зователь регулярным для выбранной функциональности, то есть ис-
пользует ли он ее достаточно часто. Далее применяются алгоритмы
машинного обучения в попытке предсказать, является ли пользова-
тель регулярным на основании характеристик его поведения. Таким
образом предполагается найти неявные маркеры того, что исследуемая
функциональность может помочь или быть интересной пользователям.
Наконец, те пользователи, для которых алгоритм предсказал, что они
являются регулярными, но которые, на самом деле, таковыми не яв-
ляются, и называются потенциальными. Это можно интерпретировать
как то, что модель нашла их поведение в достаточной степени похо-
жим на фактических регулярных пользователей. При этом количество
таких людей и является значением потенциального числа пользовате-
лей исследуемой функциональности.
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5. Архитектура и реализация
В данной главе рассматривается разработанная система предсказа-

ния потенциального количества пользователей для различной функ-
циональности IDE, описывается ее архитектура, реализация, подход к
оценке точности предсказаний, а также сервис для предоставления до-
ступа к результатам предсказания.

5.1. Архитектура системы
В основе разработанной системы лежит клиент-серверная архитек-

тура. Само веб-приложение состоит из следующих компонентов: база
данных, хранящая информацию о совершенных пользователями дей-
ствиях в IntelliJ IDEA, сервер для обучения модели предсказания на
исторических данных, их регулярного обновления и подсчета метрик,
описывающих потенциальное количество пользователей, и клиент, ко-
торый позволяет просматривать потенциальное количество пользова-
телей для различной функциональности IntelliJ IDEA.

Рис. 1: Архитектура системы оценки потенциального количества поль-
зователей

Рассмотрим каждый из компонентов подробнее.
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5.2. База данных
JetBrains использует облачный интерактивный сервис запросов, поз-

воляющий анализировать и манипулировать данными с помощью диа-
лекта SQL. Он служит для предоставления внутрикорпоративного до-
ступа к данным о действиях пользователей в большинстве продуктов,
включая IntelliJ IDEA.
Эти данные записываются самой IDE при наличии согласия поль-

зователя на сохранение и обработку анонимной статистики. В контек-
сте данной работы наиболее интересны две категории регистрируемых
продуктом событий, примеры записей в базе данных для которых при-
ведены в таблице 3.

1. Взаимодействие с элементами интерфейса с помощью мыши, а
также с помощью горячих клавиш. Такие записи содержат анони-
мизированный идентификатор пользователя, название действия,
дату и время события, а также идентификатор сессии работы с
продуктом, в рамках которой было совершено это взаимодействие.
Каждая сессия — это период времени, до и после которого поль-
зователь не совершал никаких действий в течении 30 минут.

2. Факт наличия в одном из открытых проектов файлов с различ-
ными расширениями и количество таких файлов. Помимо назва-
ния расширения, в таких записях содержатся анонимизированный
идентификатор проекта и количество файлов с соответствующим
расширением. Запись событий такого типа происходит при изме-
нении структуры текущего проекта — при открытии нового, до-
бавлении файлов, переименовании и так далее.
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ID польз. Тип Событие Количество или
горячая клавиша

Дата, время ID сессии

1 Action OpenProject — 14.01 15:19 1ef4a...
1 FileInProject .java 17 14.01 15:20 1ef4a...
1 Action Debug Ctrl+R 14.01 16:37 s5h73...
2 FileInProject .txt 1 14.01 17:11 jf0ge...
2 Action Find Ctrl+F 14.01 17:11 jf0ge...

Таблица 3: Упрощенный пример записей с логами регистрируемых со-
бытий IntelliJ IDEA

Рассмотренная в данной работе система агрегирует данные, приве-
денные выше, для каждого пользователя на основании его идентифика-
тора при помощи SQL запросов и Python. Таким образом, формируется
набор данных, необходимый для обучения предсказательной модели.
Условия тарификации пользователей облачного сервиса запросов

подразумевают плату пропорциональную объему данных, которые сер-
вис просканировал для того, чтобы исполнить SQL запрос. В совокуп-
ности это приводит к необходимости оптимизации SQL запросов для
экономии денежных затрат в процессе функционирования системы.
В данной работе удалось снизить эти затраты на порядок благо-

даря поэтапной фильтрации данных с созданием промежуточных таб-
лиц, размер которых существенно меньше основных хранилищ данных
о действиях пользователей в различных продуктах JetBrains.
У такого подхода есть недостаток, заключающийся в значительно

выросшем времени исполнения запросов. Однако специфика работы си-
стемы не предполагает отслеживания данных в реальном времени. Об-
новления продуктов, способные влиять на реализацию функциональ-
ности и, как следствие, пользу для пользователей, происходят не чаще
раза в неделю. Таким образом, длительное время выполнения запросов
никак не влияет на эффективность работы системы в целом.
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5.3. Обработка данных
Используя описанное выше хранилище данных и сервис запросов,

для каждого пользователя IntelliJ IDEA, работавшего с продуктом в
течение исследуемого периода времени, извлекается следующая стати-
стика.

1. Количество возникновения событий взаимодействия с интерфей-
сом (для каждого события).

2. Количество использований горячих клавиш (для каждой комби-
нации).

3. Количество файлов в проектах (для каждого расширения).

4. Количество проектов.

5. Частота использования исследуемой функциональности (доля поль-
зовательских сессий, в рамках которых исследуемое событие было
зарегистрировано).

6. Суммарное количество сессий.

7. Операционная система.

При этом среди пользователей IntelliJ IDEA существуют люди, кото-
рые незаконно используют продукт, сбрасывая длительность бесплат-
ного пробного периода IDE с помощью сторонних инструментов. Это
приводит к тому, что при таком сбросе создается новый идентифика-
тор пользователя. Как следствие это негативно влияет на корректность
данных: вместо одного пользователя появляются два или более, запись
событий для которых обрывается в момент сброса пробного периода.
Для повышения точности работы алгоритма в данной работе исполь-
зуется фильтрация таких пользователей. Помимо такой фильтрации
существует и ряд других проверок на корректность и полноту данных
в хранилище, включая проверку соответствия всех идентификаторов
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шаблону, чтобы избежать попадания в итоговый набор данных дефек-
тов хранилища и ошибок регистрации событий.
Целью данного этапа обработки является создание единого набо-

ра данных, включающего вышеперечисленную статистику для каждого
пользователя. Возможности используемого сервиса запросов не позво-
ляют добиться такой цели, поскольку в его диалекте SQL отсутствует
функция pivot для преобразования списка троек (id пользователя, на-
звание события, число событий) в колоночный вид, это проиллюстриро-
вано в таблице 4. Для достижения этой цели используется язык Python
и библиотека Pandas, являющаяся общепринятым стандартом в области
работы с табличными данными, что в свою очередь на этапе проекти-
рования позволило быстро проверять гипотезы с точки зрения формата
данных и оптимизации алгоритмов машинного обучения.

ID польз. Событие Время
1 GotoDeclaration 12:57
1 GotoDeclaration 12:59
1 Debug 13:01
1 Resume 13:01
1 ToggleBreakpoint 13:01
1 Resume 13:05
1 Resume 13:06
1 Resume 13:09
1 FindAndReplace 13:12

−→

ID польз. Событие Кол-во
1 Resume 4
1 GotoDeclaration 2
1 Debug 1
1 ToggleBreakpoint 1
1 FindAndReplace 1

Таблица 4: Иллюстрация использования функции pivot для преобразо-
вания данных

Финальный набор данных выглядит так, как показано в таблице 5.
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ID пользователя Действие 1 ... Действие N Всего действий ...
1 5 176 4391 ...
2 17 0 10232 ...

... Файл 1 ... Файл M Всего файлов ОС Проектов Сессий

... 0 13 102 Mac 2 15

... 0 0 2071 Win 8 41

Таблица 5: Пример значений и список параметров для финального на-
бора данных

Количество параметров значительно превосходит стандартный для
задач машинного обучения размер набора данных. Были предприня-
ты попытки снижения размерности, поскольку это могло привести к
повышению точности дальнейшего предсказания. Однако это приве-
ло к обратному эффекту, поскольку для данной задачи естественно,
что какое-то одно действие сильно влияет на использование другого.
Например, наличие файлов с расширением .gradle сильно повышает
шансы полезности использования конфигурации параметров системы
сборки Gradle1.
Многие события в IntelliJ IDEA взаимосвязаны или продублирова-

ны. В качестве самого простого примера таких событий можно привести
использование горячих клавиш, вызывающих действие в IDE: актива-
ция комбинации неизбежно приводит к срабатыванию самого события.
Такие параметры и характеристики необходимо удалить, прежде чем
преступать к обучению модели. В противном случае, они предоставят
модели нечестное преимущество, которое приведет к значительному по-
вышению точности, однако сделает применение подхода невозможным
для оценки потенциального числа пользователей. Список таких взаимо-
связанных событий определяется вручную с опорой на знание устрой-
ства сбора статистики в IntelliJ IDEA, и затем проверяется при помощи
подсчета корреляции суммарного числа срабатываний в качестве одно-
го из этапов обработки данных. В случае если было найдено событие с

1https://gradle.org/
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корреляцией 0,7 или больше, будет отправлено предупреждение адми-
нистратору сервиса, а процесс обработки приостановлен.
Финальным этапом обработки данных является расчет частоты ис-

пользования исследуемой функциональности и определение классов поль-
зователей: регулярных и не регулярных. На основе этого параметра бу-
дет обучен предсказательный алгоритм, цель которого решить задачу
бинарной классификации — предсказать принадлежность пользователя
к одному из двух вышеупомянутых классов.

5.4. Алгоритм предсказания числа потенциальных
пользователей

Для решения задачи классификации и предсказания, является ли
пользователь регулярным, используется алгоритм LightGBM [5]. Он хо-
рошо зарекомендовал себя в похожих задачах, например, для предска-
зания оттока пользователей (user churn [2]). В обзоре было показано,
что он наряду с CatBoost2 и XGBoost3 показывает наиболее высокие
метрики F меры (F1-score) и точности(Accuracy).
LightGBM обучается предсказывать принадлежность пользователя

к классу регулярных или не регулярных на основании вектора пара-
метров, описанного в предыдущем разделе. Затем считается количе-
ство пользователей, предсказанных регулярными, однако на момент
конца периода исследования таковыми не являющихся (то есть число
ложноположительных предсказаний). Это значение и является числом
потенциальных пользователей с точки зрения той функциональности,
для которой определялась частота использования и класс регулярности
пользователя. Для того, чтобы получить оценку потенциального коли-
чества пользователей для разных действий IDE, предлагается обучить
отдельный классификатор для каждого из таких событий.

2https://catboost.ai/
3https://xgboost.readthedocs.io/en/stable/
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5.5. Оценка точности предсказаний
Для того, чтобы интерпретировать пользователей из класса ложно

положительных предсказаний модели в качестве потенциальных, необ-
ходимо показать, что такие пользователи, действительно, со временем
начинают регулярно применять исследуемое действие. Для такой оцен-
ки эффективности модели предложена следующая метрика трансфор-
маций классов пользователей (1), визуализация которой представлена
на Рис. 3.

TP2 | FP1

(TP2 | FP1) + (TN2 | FP1) + (FN2 | FP1) + (Churn2 | FP1)
(1)

• TP — класс истинно положительных (True Positive, Рис. 2) пред-
сказаний

• TN — класс истинно отрицательных (True Negative, Рис. 2) пред-
сказаний

• FP — класс ложно положительных (False Positive, Рис. 2) пред-
сказаний, класс потенциальных пользователей

• FN — класс ложно отрицательных (False Negative, Рис. 2) пред-
сказаний

• Churn — класс пользователей, прекративших использование про-
дукта

• Индекс (TP2) — номер периода времени для формирования набора
данных, который использовался для обучения модели и, соответ-
ственно, получения предсказаний
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Рис. 2: Иллюстрация определения классов для результатов предсказа-
ний

Данная метрика лежит в интервале [0, 1] и оценивает долю пользо-
вателей, которые действительно стали регулярными во втором периоде
времени после того, как они были обозначены потенциальными в пер-
вом периоде. Это значение можно интерпретировать как вероятность
того, что пользователь станет из потенциального регулярным (в случае,
если он перестанет быть потенциальным). Чем выше эта метрика, тем
лучше. Причем значение 1, хоть и является идеальным результатом,
в реальности едва ли достижимо, поскольку многие люди прекраща-
ют пользоваться продуктом из-за внешних обстоятельств, меняют со
временем свои привычки (например, при покупке устройства с другой
операционной системой), а также обладают разной скоростью обуче-
ния, из-за чего выбранного периода времени может быть недостаточно
для того, чтобы пользователь стал регулярным.
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Рис. 3: Иллюстрация принципа вычисления метрики трансформаций

Итоговые значения метрики трансформаций потенциальных поль-
зователей для моделей, обученных для пяти разных событий в IntelliJ
IDEA, представлены в таблице 6 (столбец 2). Были использованы дан-
ные IntelliJ IDEA Ultimate за 4 недели в сентябре и следующие 4 неде-
ли в октябре 2021 года, соответствующие периодам 1 и 2 в формуле.
Несмотря на то, что не удалось вплотную приблизиться к значениям
1, данный результат показывает применимость разработанного подхо-
да, поскольку вероятность стать регулярным пользователем значитель-
но превосходит доли регулярных пользователей для соответствующей
функциональности.
В дополнении к оценке метрики трансформаций для потенциальных

пользователей было проведено сравнение ее значения со значением по-
хожей метрики для пользователей, которые не являются ни потенци-
альными, ни регулярными. При наличии превосходства метрики для
потенциальных пользователей, можно говорить о том, что вероятность
стать регулярным для потенциального пользователя превосходит ве-
роятность такого изменения для остальных. Этого удалось добиться в
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процессе данной работы, что в свою очередь подтверждает работоспо-
собность предложенного подхода. Степень превосходства вероятности
стать регулярным пользователем для потенциальных характеризует-
ся значением мультипликатора, который получается делением метрики
трансформаций для регулярных пользователей на такую же метрику
для не потенциальных и не регулярных одновременно. Примеры значе-
ний метрик приведены в таблице 6.

Функциональность
Метрика трансформаций
для классов пользователей Мультипликатор

Потенциальные Не потенциальные
Feature1 0,15 ± 0,003 0,008 ± 0,0002 18,84 ± 0,53
Feature2 0,15 ± 0,005 0,02 ± 0,0006 7,71 ± 0,35
Feature3 0,19 ± 0,002 0,03 ± 0,0002 6,99 ± 0,1
Feature4 0,37 ± 0,004 0,09 ± 0,002 4,06 ± 0,07
Feature5 0,23 ± 0,011 0,06 ± 0,002 3,97 ± 0,18

Таблица 6: Метрики трансформаций для классов потенциальных, не
потенциальных пользователей и мультипликатор

Что касается классических метрик для оценки моделей машинного
обучения, в процессе оптимизаций основное внимание было уделено F1
мере (F1-score) и значению точности (Accuracy).

Accuracy =
TP + TN

TP + TN + FP + FN
(2)

F1 score =
TP

TP + 1
2(FP + FN)

(3)

Использование F1 меры обусловлено низкой сбалансированностью
классов. Большинство пользователей IntelliJ IDEA ограничиваются лишь
небольшим числом действий, которые они используют регулярно.
Метрика Accuracy же описывает общую точность предсказаний мо-

дели и является общепринятой при решении задач классификации.
Дополнительно было проведено сравнение модели LightGBM со слу-

чайными классификаторами (dumb classifiers4). Они представляют со-
4https://rikunert.com/dumbclassifierperformance
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бой самые простые предсказательные модели, сравнение с которыми
может выявить случайность полученных результатов и факт распозна-
вания выбранной моделью неочевидных взаимосвязей. Сравнение бы-
ло проведено с классификатором, предсказывающим случайный класс
пользователя (random classifier) и моделью постоянно предсказываю-
щей наиболее популярный класс (majority classifier). Результаты под-
твердили, что использование модели LightGBM действительно позво-
лило найти дополнительные взаимосвязи между параметрами и вырас-
тить метрики (Таблица 7).

Классификатор Accuracy F1-score
LightGBM 0,83 ± 0,01 0,66 ± 0,02

Random classifier 0,5 ± 0,002 0,5 ± 0,002
Majority classifier 0,92 ± 0 0 ± 0

Таблица 7: Сравнение модели LightGBM со случайными классифика-
торами

5.5.1. Ограничения подхода

Несмотря на относительно высокие значения метрик трансформа-
ции, приведенные выше, у предложенного подхода есть значительное
ограничение. У некоторой функциональности IntelliJ IDEA, не пользу-
ющейся большой популярностью у пользователей, количество регуляр-
ных пользователей очень мало. Как следствие, классы пользователей
в задаче бинарной классификации получаются крайне несбалансиро-
ванными со значительным превосходством в числе класса нерегуляр-
ных пользователей. Это приводит к снижению метрик качества и точ-
ности предсказательной модели для такой функциональности, что, в
свою очередь, делает невозможным исследование нераспространенной
функциональности при помощи данного подхода. Тем не менее этот
недостаток снижает ценность применения оценки потенциального ко-
личества пользователей при приоритезации задач незначительно, по-
скольку функциональность, которой отводится больше всего внимания
на планировании итераций разработки, все еще доступна для оценки с
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точки зрения потенциального количества пользователей.

5.6. Серверная часть

Рис. 4: Архитектура сервера системы оценки потенциального количе-
ства пользователей

Описанные выше этапы получения оценки потенциального количе-
ства пользователей объединены серверной частью разработанного при-
ложения. Ее архитектура представлена на (Рис. 4).
Исходя из набора функциональности (компонент «Исследуемая функ-

циональность» на Рис. 4), которую предполагается исследовать и в
конечном счете сравнивать для приоритезации, получаются данные из
базы данных с логами IntelliJ IDEA через облачный сервис запросов. За-
тем формируется полный набор данных («Обработка данных» на Рис.
4, который подготавливается для обучения для каждой функциональ-
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ности специальным образом, учитывая ее специфику и набор взаимо-
связанных действий («Исследуемая функциональность» на Рис. 4).
Компонент «Предсказание регулярности» предоставляет интерфейс

для обучения предсказательной модели — классификатора. Помимо
этого он оценивает точность полученной модели, выбирает лучшую и
предоставляет эти данные для дальнейшей интерпретации. За эту ин-
терпретацию с точки зрения формирования конечных метрик и сборку
последовательности этапов подхода отвечает «Подсчет статистики» на
Рис. 4.
Главная задача сервера заключается в предоставлении доступа по

REST API к актуальным результатам анализа и подсчитанной стати-
стике («Агрегация статистики» на Рис. 4). Это реализовано при по-
мощи библиотек для Python Flask5 и APscheduler6. При помощи Flask
реализованы аутентификация клиента и доступ к статистике, сохраня-
ющейся в базу данных SQLite. Эта СУБД была выбрана из-за легковес-
ности и простоты использования. При этом ее недостатки вроде низкой
масштабируемости и скорости выполнения запросов в контексте вы-
бранного подхода несущественны, поскольку количество исследуемой
функциональности и, как следствие, и количество хранимых записей,
ограничено требованиями к системе: человек должен иметь возмож-
ность оценить весь список, поэтому его размеры невелики. При помощи
APscheduler реализовано периодическое обновление статистики: раз в
неделю система проверяет наличие новых, еще не оцененных действий
IDE, которые незамедлительно оценивает, а также раз в месяц собирает
новые данные для анализа. Таким образом статистика поддерживается
в актуальном состоянии и обновляется для периодов длительностью в
4 недели.

5https://flask.palletsprojects.com/en/2.1.x/
6https://apscheduler.readthedocs.io/en/3.x/
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5.7. Реализация сервиса для просмотра результатов
предсказания

Для использования системы с точки зрения приоритезации задач,
с помощью Google Spreadsheets7 был реализован интерфейс клиента.
Данная технология была выбрана для максимально быстрого способа
предоставить работающий прототип. С ее помощью удалось избежать
длительной разработки фронтенд части системы и в то же время предо-
ставить интерфейс, с которым пользователи сталкиваются ежемесячно
из-за различных рабочих задач. Пользователями выступают члены ко-
манды разработки и их руководители, которые заинтересованы в при-
оритезации задач.
С помощью метода REST API клиент получает с сервера актуаль-

ную статистику и отображает ее в привычном для пользователей таб-
личном виде. Возможности Google Sheets изначально не предоставля-
ют функциональности для получения данных в соответствии с этим
архитектурным стилем и отображения JSON файлов. Однако широ-
кая возможность расширения функциональности за счет подключае-
мых Javascript файлов Apps Script8 позволила использовать клиент-
серверный подход с использованием REST API.
Интерфейс клиента (Рис. 5) предоставляет агрегированную инфор-

мацию, которая была подсчитана на сервере. Каждая функциональ-
ность, для которой была завершена оценка числа потенциальных поль-
зователей, отображается в списке. Для каждого действия из списка до-
ступны текущие (за последний подсчитанный период длительностью 4
недели) значения регулярных и потенциальных пользователей. Также
для каждого из них доступна статистика за несколько предыдущих пе-
риодов и изменение с последнего из них для отслеживания динамики их
изменений. Помимо этого отображается мультипликатор значения мет-
рики трансформаций для потенциальных пользователей по отношению
к такой же метрике для не потенциальных и не регулярных. Это позво-

7https://spreadsheets.google.com/
8https://developers.google.com/apps-script
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ляет команде учитывать точность подсчитанной системой статистики в
процессе приоритезации. Значения мультипликатора ниже определен-
ного порога изменяют цвет на красный, чтобы показать пониженный
уровень доверия к представленному результату. Функциональность, ко-
торая не получила достаточно высокую точность предсказаний (кото-
рая выходит за рамки ограничений подхода), не будет отображаться в
списке.
Таким образом, сравнивая значения потенциального количества поль-

зователей, команда разработки может оценить, насколько сильным мо-
жет быть эффект от улучшения определенных действий. Чем выше
число потенциальных пользователей для определенной функциональ-
ности, тем более эффективным будет реализация задач, направленных
на ее улучшение и распространение в продукте.

Рис. 5: Интерфейс прототипа системы оценки потенциального количе-
ства пользователей (числа статистики заменены правдоподобными слу-
чайными значениями)
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6. Апробация
Для того, чтобы проверить разработанный сервис в деле, одна из ко-

манд IntelliJ IDEA использовала его при планировании задач на следу-
ющую итерацию разработки. Предварительно для них был подготовлен
необходимый список функциональности для сравнения и автоматиче-
ски подсчитаны необходимые метрики.
Использование системы оценки потенциального числа пользовате-

лей позволило команде взглянуть на приоритет улучшения действия
«Run to Cursor» под другим углом и в конечном счете включить со-
ответствующие задачи в план. Несмотря на то, что оценить эффект
на бизнес метрики от такого решения пока не представляется возмож-
ным, команда высоко оценила предоставленный им прототип: он дал им
«ощущение уверенности в составленном плане» и «снизил объем некон-
структивных обсуждений, основывающихся на личном опыте коллег».
Тем не менее, прототип оказался «не слишком очевидным» для быстро-
го погружения и потребовал некоторое время, чтобы разобраться с мет-
рикой качества оценки предсказаний (метрика трансформаций). Для
того, чтобы исправить данный недочет, в конечном счете был использо-
ван мультипликатор вместо самого значения метрики трансформаций
для потенциальных пользователей: «С множителем уже значительно
понятнее, что происходит, понятно, насколько потенциальные пользо-
ватели вообще отличаются от остальных».
Таким образом, получилось применить прототип системы оценки по-

тенциального количества пользователей в планировании, что позволи-
ло команде сместить приоритет и быть более уверенными в результате.
Изначальные цели в создании понятного, интерпретируемого и объек-
тивного критерия для приоритезации задач были выполнены. Также
на основе обратной связи были исправлены некоторые недостатки си-
стемы.
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7. Заключение
В ходе данной работы была разработана система оценки потенци-

ального количества пользователей для различной функциональности
приложения на примере IntelliJ IDEA. Такая система позволит команде
разработки получить объективный критерий для сравнения эффектив-
ности работы над различными подсистемами и функциональностью в
рамках приоритезации и планирования задач.
В ходе работы были достигнуты следующие результаты.

1. Проанализированы существующие методологии ранжирования функ-
циональности и идей, работа над которыми может привлечь наи-
большее число пользователей. Выявлен ключевой недостаток та-
ких методологий — отсутствие объективности критериев приори-
тезации.

2. Изучены существующие подходы к предсказанию потенциально-
го количества пользователей для функциональности приложения,
выявлены классы похожих задач и определены наиболее много-
обещающие алгоритмы для их решения.

3. Сформирована коллекция данных, характеризующая поведение
пользователей в IntelliJ IDEA, а также подсистема для получения,
обработки и подготовки этой коллекции к дальнейшему исполь-
зованию в системе.

4. Реализована система предсказания потенциального количества поль-
зователей для различной функциональности IntelliJ IDEA с ис-
пользованием алгоритмов бустинга.

5. Проведена оценка точности предсказаний, предложена метрика
оценки точности предсказаний и проанализированы значения ре-
зультатов.

6. Разработан и апробирован внутрикорпоративный сервис для про-
смотра результатов оценки потенциального числа пользователей.
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