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Введение
Интегрированные среды разработки (Integrated Development

Environment, IDE) сегодня играют важную роль в разработке многих
программных продуктов. Они предоставляют разработчику множество
инструментов: от удобного представления изменений в коде до пред-
сказания имён методов. Одним же из самых популярных инструментов
является функция автодополнения кода [24, 48], которая предлагает
возможные варианты текущего недописанного или следующего токе-
на, не только сокращая временные затраты на его написание, но и
предотвращая неправильное использование интерфейсов систем [11].

Существует множество научных работ [4, 5, 6, 14, 17, 20, 25, 27, 28, 31],
которые ставят перед собой цель улучшить автодополнения кода. В сво-
их исследования авторы часто применяют методы из смежной, быст-
роразвивающейся области обработки естественных языков. При этом
в области обработки естественных языков исследователи добились ка-
чественной генерации длинных текстов [15, 18], в то время как все ис-
следования задачи автодополнения кода сфокусированы на улучшении
автодополнения лишь одного токена кода.

По этой причине расширение систем автодополнения до генерации
целых фрагментов кода представляет особый интерес. Это может по-
мочь разработчикам быстрее писать типовые части программы или мо-
жет быть полезным, чтобы увидеть вызов некоторого метода с уже под-
ставленными переменными и лучше понять логику его работы.

Таким образом, в рамках данной работы предлагается разработать
систему автодополнения фрагментами кода, оптимизировать её для ра-
боты в реальных условиях и исследовать её влияние на скорость напи-
сания кода.

В качестве первого языка программирования для апробации систе-
мы был выбран Python, так как он достаточно популярен и имеет боль-
шую кодовую базу, которая может пригодиться для обучения статисти-
ческих подходов. В случае получения хороших результатов планирует-
ся поддержка и других языков программирования.
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Постановка задачи
Целью работы является создание системы автодополнения фрагмен-

тами кода в виде плагина для PyCharm, IDE для языка программиро-
вания Python. Над данным проектом работает команда из нескольких
человек. В рамках данной работы были поставлены следующие задачи:

1. провести обзор предметной области;

2. выбрать и реализовать алгоритм генерации фрагментов кода;

3. оптимизировать компоненты алгоритма для его использования на
практике;

4. провести апробацию полученного плагина.
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1. Обзор
В обзоре будут рассмотрены системы автодополнения следующего

токена, существующие системы автодополнения фрагментами кода и
то, как такие системы могут быть устроены.

1.1. Системы автодополнения следующего токена
Все существующие сегодня системы автодополнения следующего то-

кена кода можно представить в виде схемы, изображённой на рисун-
ке 1. Они принимают на вход уже введённый программистом код (кон-
текст) в виде текста или абстрактного синтаксического дерева (Abstract
Syntax Tree, AST). Затем контекст разбивается на набор токенов с помо-
щью токенизатора, по которому алгоритм автодополнения предлагает
следующий токен.

В этой схеме можно выделить три компоненты, которые варьируют-
ся в различных работах, посвящённых улучшению автодополнения ко-
да: способ представления кода, способ токенизации кода и алгоритм ав-
тодополнения. В данном разделе будет рассмотрено, как именно устро-
ены эти компоненты в существующих на сегодня работах, посвящённых
автодополнению.

Рис. 1: Схема системы автодополнения следующего токена.
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1.2. Варианты токенизации кода
Токенизатор — часть любой системы автодополнения, как показано

на рисунке 1. При использовании любого алгоритма автодополнения
код необходимо в первую очередь представить в виде чисел. Общепри-
нятой практикой является разбитие кода на части, которые могут яв-
ляться лексемами языка программирования, вершинами AST, символа-
ми и тому подобное. Такие части кода называют токенами, а процесс
разбиения кода, да и любого другого текста, на токены — токенизаци-
ей. Затем каждому уникальному токену присваивается свой уникаль-
ный числовой идентификатор. После этого код или текст можно пред-
ставить в виде упорядоченного набора чисел, разбив его на токены и
заменив каждую часть на соответствующий ей идентификатор. Мно-
жество всех различных токенов называют словарём.

Системы с закрытым словарём

Одним из способов токенизации кода является его разбиение на лек-
семы с помощью синтаксического анализатора. Этот подход широко
используется ввиду его простоты и того факта, что в области обра-
ботки естественных языков подобный подход показывает себя хоро-
шо [4,5, 20,25,27,31].

Ключевой проблемой такого подхода выступает размер словаря. Он
зачастую оказывается огромным попросту из-за того, что существует
множество различных имён переменных, функций, классов и так да-
лее. При этом некоторые из токенов могут встречаться в наборе данных
для обучения настолько редко, что статистический алгоритм не спосо-
бен выучить закономерности, связанные с этими токенами. Также, чем
больше размер словаря, тем больше обучаемых параметров у алгорит-
ма, что плохо сказывается на его времени обучения, времени работы
и размерах. Поэтому при работе с таким способом токенизации часто
прибегают к замене всех редких токенов на один специальный токен,
что позволяет сократить размер словаря [4,5,20,27,31]. В другой работе
авторы унифицируют все идентификаторы в коде таким образом, что-
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бы при работе в реальных условиях их можно было обратно заменить
на реальные названия переменных, классов и других объектов [25].

Системы с подобным способом токенизации называют системами
с закрытым словарём, поскольку они способны сгенерировать только
те токены, которые попали в словарь. Остальные же токены называют
неологизмами, которыми могут являться как редкие идентификаторы,
заменённые на этапе сокращения словаря, так и слова, которых не было
в тренировочных данных вовсе.

В работе [14] авторы выяснили, что в языках программирования
неологизмов гораздо больше, чем в естественных языках. Из-за этого
при использовании такого подхода со словарём с большим размером в
74 046 токенов удаётся покрыть всего 85% кода в тренировочном мно-
жестве и 80% кода в данных, которых модель ещё не видела. Остальные
токены являются неологизмами, и информацию о них модель не может
использовать. Поэтому использование такого подхода при работе с ко-
дом может быть менее целесообразно, чем при работе с естественными
языками.

Системы с открытым словарём

Системы с открытым словарём способны генерировать любой код
или текст. Простейшим примером системы такого типа является си-
стема, разбивающая текст на символы. Так как её словарь состоит из
символов, она может с их помощью сгенерировать любой текст. Также
преимуществом является малый размер словаря. К недостатку можно
отнести то, что для генерации одного и того же фрагмента текста моде-
ли с таким методом токенизации нужно сгенерировать гораздо больше
токенов, чем в случае токенизации на уровне лексем, что сильно сни-
жает скорость работы такой системы.

Чтобы избежать долгой генерации следующего токена кода, авторы
работы [14] использовали вместо символов группы символов, n-граммы.
Это позволяет генерировать следующий токен в несколько раз быстрее,
чем при посимвольной генерации. Как оказалось, такая система превос-
ходит в точности предсказания системы с закрытым словарём [14,43].
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Другим решением обозначенной проблемы выступает парное коди-
рование байтов (byte pair encoding) [32]. Авторы предложили следую-
щий способ построения словаря: сначала в качестве словаря берутся все
символы, встречающиеся в тексте; затем находится самая частая пара
токенов из текущего словаря и добавляется в качестве нового токена в
словарь; предыдущая операция повторяется n раз. Таким образом, наи-
более популярные слова оказываются отдельными токенами в словаре,
а непопулярные разбиваются на подслова.

В работе [17] авторы испытали парное кодирование байтов в задаче
автодополнения кода. Оказалось, что такой подход показывает лучшее
качество генерации не только по сравнению с системами с закрытым
словарём, но и по сравнению с системой, работающей на n-граммах.

1.3. Алгоритмы автодополнения следующего токена
Основной компонентной систем автодополнения является алгоритм

автодополнения следующего токена. Для построения таких алгорит-
мов всё чаще используют машинное обучение [14, 27] и нейронные се-
ти [4,6,17,20,23,25,28,31,37]. На текущий момент именно такие подходы
показывают наилучшие результаты [43], поэтому далее будут рассмот-
рены только они.

При построении таких подходов задачу автодополнения кода фор-
мализуют в следующий вид: для всех подходящих вариантов следую-
щего токена необходимо вычислить его вероятность при заданном кон-
тексте

P (next_token|context) ∀next_token ∈ suitable_tokens, (1)

где context — контекст в произвольном виде, suitable_tokens — множе-
ство подходящих токенов, а next_token — следующий токен, который
необходимо подсказать программисту.
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Ранжирующие алгоритмы автодополнения кода

Попытки применить машинное обучение в задаче автодополнения
кода постепенно усложнялись параллельно с развитием этой области. В
одном из первых подходов, использующих машинное обучение [28], под-
ходящие токены, для которых необходимо вычислить вероятность (1),
извлекаются из программы путём её статического анализа. В ходе тако-
го анализа могут быть найдены различные поля, методы или атрибуты
классов, аргументы функции, объявленные переменные, доступные мо-
дули библиотек и так далее. В одной из недавних работ [10] показано,
что при такой постановке задачи можно добиться высокого качества
при очень высокой скорости работы системы.

Данный подход имеет свои достоинства и недостатки. С одной сто-
роны, такой выбор подходящих токенов означает, что система автодо-
полнения способна предложить только синтаксически корректный код.
А с другой — её возможности сильно ограничены возможностями ста-
тического анализа кода. Например, такие системы никогда не смогут
предложить имя нового метода или значение строковой переменной.

Генеративные алгоритмы автодополнения кода

Затем развитие получили модели, которые способны генерировать
варианты автодополнения без помощи статического анализа кода. Это
достигается за счёт построения набора всевозможных токенов (словаря)
на заранее выбранном тренировочном наборе данных. Затем словарь
используется в качестве подходящих токенов для вычисления вероят-
ности следующего токена (1).

Достоинства и недостатки прямо противоположны достоинствам и
недостаткам ранжирующих алгоритмов. С одной стороны, теперь ни-
чем не ограничен и может генерировать как имена новых функций, так
и комментарии в коде. С другой — он может сгенерировать синтакси-
чески некорректный код.
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Нейронные сети в алгоритмах автодополнения кода

На данный момент подходы, использующие нейронные сети как для
ранжирования, так и для генерации следующего токена, показывают
наилучшие результаты при прочих равных [43]. При этом используют-
ся различные архитектуры нейронных сетей. Далее будут рассмотрены
две наиболее популярные архитектуры: рекуррентная и Трансформер
(Transformer).

Для описания этих архитектур необходимо немного уточнить вид
контекста для вычислении вероятности (1). На практике используют
два вида контекста: текст и абстрактное синтаксическое дерево. При
этом в обоих случаях контекст представляют в виде последовательно-
сти токенов, будь то токены языка или узлы синтаксического дерева
в порядке обхода в глубину. Различия же появляются в модификации
некоторых блоков нейросетей, которые не влияют на их глобальную
архитектуру.

Теперь, когда известно, что контекст представляется в виде после-
довательности токенов, можно уточнить формулировку задачи (1): для
каждого возможного следующего токена xi+1 необходимо вычислить его
вероятность при заданном контексте xi...x1:

P (xi+1|xi, ..., x1) ∀xi+1 ∈ suitable_tokens, (2)

где xi, ..., x1 — последовательность токенов, образующих контекст, а xi+1

— следующий токен.

Рекуррентные нейронные сети

Для подсчёта вероятности (2) была предложена архитектура рекур-
рентной нейронной сети, которая изображена на рисунке 2. Нейронная
сеть в ходе обучения должна настроить параметры W для параметри-
зованной функции (hi, yi) = fW (xi, hi−1) таким образом, чтобы ошибка в
предсказании вероятности (2) была минимальной. Такая нейросеть тео-
ретически способна обрабатывать последовательности любой длины,
сохраняя необходимую информацию о входной последовательности в
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скрытых состояниях: при вычислении вероятности P (xi+1|xi, ..., x1) вся
необходимая информация о последовательности xi, ..., x1 будет содер-
жаться в скрытом состоянии hi.

Рис. 2: Архитектура однослойной рекуррентной нейронной сети (а) в об-
щем виде и (б) её развернутое в шагах обработки последовательности
представление. Здесь fW — параметризованная функция, параметры
которой настраиваются в ходе обучения, {x}nt=1 — входная последова-
тельность, {y}nt=1 — выходная последовательность, {h}nt=0 — скрытые
состояния нейросети на каждом шаге.

Рекуррентная архитектура нейронных сетей довольна популярна в
области автодополнения кода. Её используют как при ранжировании
вариантов следующего токена [10, 28], так и при его генерации [4, 6, 17,
20,25,28]. При этом пытаются применить различные модификации как
самой архитектуры нейронной сети [6], так и представлений кода [4,25],
которые она использует.

Одним из недостатков рекуррентной архитектуры нейросети яв-
ляется последовательная обработка данных как во время генерации,
так и во время обучения [21]. Этот недостаток невозможно испра-
вить модификациями рекуррентной архитектуры, так как он вызван
рекуррентной зависимостью, которая в неё заложена. Действительно,
чтобы посчитать вероятность P (xi+1|xi, ..., x1), необходимо вычислить
fW (xi, hi−1), где hi−1 является результатом вычисления fW (xi−1, hi−2).
Таким образом, функции fW невозможно вычислять параллельно на
всех элементах входной последовательности. На практике это приво-
дит к тому, что при обучении аппаратные ресурсы используются лишь
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частично, что плохо сказывается на времени обучения, затрудняя ис-
пользование большего количества данных и параметров W .

Архитектура нейронной сети Трансформер

В качестве решения описанной проблемы рекуррентной архитекту-
ры нейронных сетей авторы работы [1] предложили новую архитекту-
ру — Трансформер, — с помощью которой возможно обрабатывать всю
входную последовательность параллельно.

Архитектура Трансформер изображена на рисунке 3. Отличие от
рекуррентной архитектуры заключается в том, что функция fW при-
нимает на вход сразу всю входную последовательность. В результате
рекуррентная зависимость отсутствует, так что вычисление функции
fW можно производить для всех {x}ni=1 параллельно, что позволяет го-
раздо эффективнее использовать аппаратные ресурсы.

Рис. 3: Архитектура Трансформер с одним слоем. Здесь fW — парамет-
ризованная функция, которая настраивается в ходе обучения, {x}nt=1 —
входная последовательность, {y}nt=1 — выходная последовательность.

В задаче моделирования вероятности (2) Трансформер обходит ре-
куррентные аналоги [15], причем в работе [18] показано, что при увели-
чении количества параметров модели Трансформер и размера трени-
ровочных данных качество можно значительно улучшить, чего нельзя
сказать о рекуррентных нейросетях.

Сегодня Трансформер является стандартной архитектурой практи-
чески во всех задачах, связанных с обработкой естественного языка,
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в связи с чем она активно развивается. На данный момент модифи-
кацией, показывающей на данный момент лучшее качество в модели-
ровании языка, является Трансформер с увеличенной длиной контек-
ста (Transformer extra long, Transformer-XL) [40]. Данная модификация
способна эффективно использовать в 5.5 раз больше контекста, нежели
обычный Трансформер. Эта особенность может быть важна не только
для естественных языков, но и для языков программирования.

За 2019 год появился ряд работ, использующих архитектуру Транс-
формер в задаче автодополнения кода [5,10,16,31,37]. При этом в рабо-
тах [4,5,31] исследователи показали, что автодополнение одного токена
можно улучшить, заменив архитектуру нейронной сети с рекуррентной
на Трансформер.

1.4. Представления кода
Другой компонентой системы автодополнения, схема которой изоб-

ражена на рисунке 1, является представление контекста. Контекст, то
есть уже написанный код, можно представлять по-разному: с ним мож-
но работать как с текстом, абстрактным синтаксическим деревом, гра-
фом потоков управления, данных и так далее. Однако во всех работах,
посвящённых автодополнению кода, его представляют только в виде
текста или абстрактных синтаксических деревьев. Другие представле-
ния не рассматриваются в литературе из-за того, что на каждом шаге
генерации для каждой гипотезы необходимо было бы перестраивать
представление с учётом этих гипотез. Это может занимать большое ко-
личество времени попросту из-за того, что таких построений нужно
производить очень много.

Автодополнение кода на уровне текста

Такие системы рассматривают код как обычный текст, не зная ни-
чего ни о его структуре, ни о типах, которые в нём используются. Код
токенизируют и обучают модели на задаче предсказания следующего
токена по предыдущим (2). Это довольно популярный подход в области
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автодополнения кода [6, 17, 20, 23, 37], так как исследователи свободны
почти без модификаций использовать последние достижения в смеж-
ной, быстроразвивающейся области — обработке естественных языков.

Автодополнение кода на уровне абстрактных синтаксических
деревьев

Данные подходы используют информацию о структуре кода, пред-
ставленную в виде абстрактного синтаксического дерева. Кроме самой
структуры, AST также содержит информацию о типах языка програм-
мирования.

Задача автодополнения следующего токена изначально ставится
так, что в качестве контекста доступен лишь тот код, который нахо-
дится до предсказываемого токена, как сформулировано в задаче (2).
При этом в тексте программы токены появляются в том же порядке,
что и в обходе AST в глубину. Поэтому AST чаще всего представляют в
виде последовательности вершин в порядке обхода в глубину и решают
задачу предсказывания следующей вершины в этом порядке [4, 25,31].

Простая смена последовательности токенов из текста программы на
узлы в AST уже даёт преимущество, так как в AST также содержится
информация о типах. При этом алгоритмы предсказания следующего
токена могут быть дополнительно модифицированы, чтобы учитывать
древовидную структуру AST, что также даёт существенный прирост в
качестве [5].

На данный момент единый подход к использованию информации о
структуре AST ещё не устоялся. В некоторых работах [5] авторы добав-
ляют специальные параметры в нейронную сеть, которые позволяют ей
выучивать то, на каких предков узла нужно обращать внимание, в то
время как в области обработки естественных языков существуют более
сложные подходы для учёта древовидной структуры [13,34,41,42].
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1.5. Системы автодополнения фрагментами кода
Существующие исследования в области автодополнения кода фоку-

сируются на подсказке программисту одного токена, в то время как
задача автодополнения фрагментами кода оставалась неисследованной
до совсем недавнего времени.

В 2019 году начали появляться коммерческие системы автодополне-
ния фрагментами кода. Осенью 2019-го года компания Microsoft заяви-
ла о поддержке автодополнения фрагментами кода [23]. Статья [16], в
которой описывается эта система, вышла только в середине мая 2020
года. К тому же, исходного кода так и не было опубликовано.

Чуть больший интерес представляет инструмент Deep TabNine [37],
в который поддержка автодополнения фрагментами кода была добав-
лена летом 2019-го года. Позже этот инструмент был куплен компани-
ей Codota1, что подтверждает заинтересованность сообщества в такого
рода автодополнении. Deep TabNine доступен в качестве плагина для
большого количества IDE, в том числе и для PyCharm. Однако, как и
в предыдущем случае, исходного кода или исчерпывающего описания
работы в открытом доступе нет.

Судя по доступной информации, обе системы берут за основу язы-
ковую модель для естественных языков GPT-2 [18]. Эта система токе-
низирует текст с помощью парного кодирования байтов, а затем, ис-
пользуя нейронную сеть с архитектурой Трансформер, оценивает ве-
роятности (2). При адаптации этой системы к задаче автодополнения
кода, судя по всему, её существенно не изменяли и представляли код в
виде текста.

Таким образом, аналоги хоть и существуют, но, ввиду отсутствия
подробного описания работы или исходного кода, работать над их улуч-
шением невозможно. В данной же работе предлагается разработка си-
стемы автодополнения фрагментами кода с открытым исходным кодом.

1Сodota приобретает TabNine, URL: https://www.crunchbase.com/acquisition/
codota-acquires-tabnine--d166cc3b/

16

https://www.crunchbase.com/acquisition/codota-acquires-tabnine--d166cc3b/
https://www.crunchbase.com/acquisition/codota-acquires-tabnine--d166cc3b/


Генерация текстов на естественном языке

В области обработки естественных языков существуют подходы, ко-
торые способны качественно генерировать длинные тексты [15,18]. Они
основаны на алгоритмах, которые генерируют один токен. Как показа-
но на рисунке 4, алгоритм по входному контексту в виде набора токенов
генерирует один следующий токен, который становится частью входно-
го контекста на следующем шаге для генерации очередного токена.

Опыт исследований в области генерации кода по описанию на есте-
ственном языке показывает, что та же техника применима и к исходно-
му коду [2,3,19,35,44,46]. Также нет оснований полагать, что в коммер-
ческих системах автодополнения фрагментами кода [23, 37] использу-
ется другая техника. Поэтому для решения задачи генерации фрагмен-
тов кода можно адаптировать системы генерации одного токена кода с
помощью такой схемы генерации последовательности токенов (см. ри-
сунок 4).

Рис. 4: Генерация текста с помощью алгоритма генерации одного токе-
на.

Системы автодополнения следующего токена и языковые модели
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для естественных языков решают задачу оценки вероятности следую-
щего слова или токена по контексту предыдущих слов или токенов, как
сформулировано в задаче (2). Для генерации длинных текстов необхо-
димо оценить вероятность целой последовательности токенов:

P (xi+n...xi+1|xi...x1) ∀xi+n...xi+1 : xi+n, ..., xi+1 ∈ suitable_tokens, (3)

где xi...x1 — последовательность токенов, образующих контекст, а
xi+n...xi+1 — последовательность предсказываемых токенов.

Однако если решать эту задачу полным перебором и честно считать
для каждой последовательности токенов длины n её вероятность (3), то
алгоритм будет работать за время O(V n), где V — размер словаря, а n

— длина последовательности. На практике V почти всегда превосходит
10 000, что делает такое решение неприемлемо долгим.

Лучевой поиск

На самом деле для генерации текста или фрагмента кода необяза-
тельно искать вероятность для каждой цепочки токенов из выраже-
ния (3), а необходимо найти такую цепочку, которая имеет максималь-
ную вероятность. Для приближенного решения этой задачи был пред-
ложен алгоритм лучевого поиска (beam search) [36]. На данный момент
алгоритм является самым качественным из тех, что на практике ис-
пользуются для решения этой задачи [8].

Алгоритм лучевого поиска является жадным и не гарантирует на-
хождения наиболее вероятной последовательности. Однако, количество
просматриваемых алгоритмом вариантов можно настраивать парамет-
ром B, который называют шириной поиска или луча. Алгоритм имеет
сложность O(V Bn). Таким образом, варьируя значение параметра B,
можно добиться хорошего соотношения между качеством генерируе-
мых последовательностей и приемлемым временем работы.

Работа алгоритма изображена на рисунке 5. На каждом шаге под-
держивается B цепочек токенов, называемых гипотезами, с макси-
мальной вероятностью. Для перехода на следующий шаг алгоритм для
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каждой гипотезы оценивает варианты её продолжения следующим то-
кеном:

P (xi|hyp) ∀hyp ∈ cur_hyps, ∀xi ∈ suitable_tokens, (4)

и отбирает B новых самых вероятных цепочек, где cur_hyps — множе-
ство текущих гипотез.

Рис. 5: Работа алгоритма лучевого поиска с параметром B = 2 и слова-
рём {A,B,C,D,E}.3

Генерация разнообразных последовательностей

В задаче автодополнения кода важно предлагать несколько раз-
личных вариантов, так как модель может ошибаться и предсказывать
наибольшую вероятность неверным токенам. Если же модель способна
генерировать несколько наиболее вероятных гипотез, то вероятность,
что хотя бы одна из них верна, увеличивается. Однако, при генерации
нескольких наиболее вероятных цепочек токенов с помощью алгорит-
ма лучевого поиска, эти цепочки получаются очень похожими друга на

3Из материалов курса «Dive into Deep Learning»: https://d2l.ai/chapter_recurrent-modern/
beam-search.html

19

https://d2l.ai/chapter_recurrent-modern/beam-search.html
https://d2l.ai/chapter_recurrent-modern/beam-search.html


друга, что приводит к тому, что зачастую они либо все неверны, либо
все похожи на верную и можно выбрать любую из них [8].

Существует множество модификаций лучевого поиска, которые на-
правлены на увеличение разнообразия генерируемых цепочек токенов.
Авторы работы [8] провели сравнение таких модификаций по двум кри-
териям: качество и разнообразность различных цепочек токенов. Наи-
больший интерес представляет модификация лучевого поиска с помо-
щью механизма штрафования за похожесть цепочек (Hamming diversity
reward) [9], так как она показывает сопоставимое с лучевым поиском
качество, значительно увеличивая разнообразность выдачи.

Данная модификация организует одновременную работу несколь-
ких алгоритмов лучевого поиска, которые работают без изменений. Из-
менения затрагивают вероятности P (xi|xi−1, ..., x1), которые эти алго-
ритмы используют. Первый алгоритм отрабатывает на неизменённых
вероятностях, генерируя наиболее вероятные цепочки. Затем вероятно-
сти выбранных им токенов уменьшаются на некоторую константу:

∀tok ∈ chosen_toks, ∀context : P (tok|context) := P (tok|context)− α,

где chosen_toks — выбранные предыдущими алгоритмами лучевого по-
иска токены, context — цепочка токенов, образующая контекст, α —
параметр, отвечающий за величину штрафа. После этого следующий
алгоритм лучевого поиска отрабатывает на изменённых вероятностях
и меняет их дальше для дальнейших итераций.

1.6. Выводы из обзора
Для достижения цели данной работы необходимо выбрать систему,

способную генерировать фрагменты кода наиболее качественно. Для
этого, согласно схеме на рисунке 4, необходимо выбрать представле-
ние кода, токенизатор, алгоритм генерации следующего токена кода и
алгоритм генерации последовательностей.
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Выбор представления кода

Последние работы в области автодополнения кода показывают, что
использование кода в виде абстрактного синтаксического дерева позво-
ляет добиться лучших результатов, нежели при работе с кодом как с
текстом. Однако обычно такие системы строятся на основе уже суще-
ствующих систем, которые представляют код в виде текста. Научные
же работы по автодополнению фрагментами кода начали появляться
только в мае 2020 года, из-за чего сразу построить систему, которая
бы представлял код в виде абстрактных синтаксических деревьев, мо-
жет быть сложно. Кроме того, коммерческие системы автодополнения
фрагментами кода [23,37] показывают хорошее качество при текстовом
представлении кода. Поэтому, чтобы избежать непредвиденных слож-
ностей при построении первого прототипа генерации фрагментов кода,
было решено использовать код в виде текста. Затем можно будет мо-
дифицировать систему для другого представления кода.

Выбор метода токенизации кода

Совсем недавно авторы работы [43] собрали набор данных, состоя-
щий из реальных сессий автодополнения кода, и сравнили несколько
существующих подходов на этих данных. Оказалось, что результаты,
которые приводились ранее на синтетических данных, имеют мало об-
щего с результатами на реальных данных. Авторы сделали выводы о
том, что подходы c закрытым словарём работают гораздо хуже ана-
логов с открытыми словарями. Исходя из этого, было принято реше-
ние использовать токенизатор с открытым словарём. В качестве такого
токенизатора была выбрана техника парного кодирования байтов. Она
позволяет не только быстрее генерировать последовательности, чем при
использовании n-грамм или посимвольной токенизации, но и показыва-
ет лучшее качество в задаче автодополнения кода [17].
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Выбор алгоритма автодополнения следующего токена

В той же статье [43] авторы говорят о том, что подходы на основе
рекуррентных сетей с закрытым словарём показывают наихудшее ка-
чество, тогда как подходы на основе машинного обучения с открытым
словарём сильно их превосходят. В своём анализе авторы говорят о том,
что системы, основанные на нейронных сетях, превосходят остальные
системы при прочих равных, поэтому они предполагают, что подобные
системы с открытым словарём в будущем будут способны показывать
наилучшие результаты.

В силу этого в качестве алгоритма автодополнения следующего то-
кена кода было решено использовать нейронные сети. На данный мо-
мент архитектура Трансформер показывает лучшие результаты в срав-
нении с рекуррентными нейронными сетями как в задачах обработ-
ки естественных языков [1, 15, 18], так и в задаче автодополнения ко-
да [5, 16, 31]. Однако во всех работах нейронная сеть с архитектурой
Трансформер имеет больше настраиваемых параметров, чем рекур-
рентные нейронные сети, что плохо сказывается на времени работы ал-
горитма. Это может быть критично, так как функция автодополнения
для комфортной работы должна отрабатывать незаметно для пользова-
теля. Поэтому было решено протестировать оба варианта архитектуры
нейронной сети для автодополнения следующего токена.

В качестве нейронной сети с Трансформер архитектурой в первую
очередь было решено использовать Transformer-XL, поскольку она на
данный момент показывает лучшее качество в задаче моделирования
естественных языков [40]. В то же время существует гораздо более по-
пулярная нейронная сеть с архитектурой Трансформер – GPT-2, кото-
рая имеет гораздо большую популярность, из-за чего существует мно-
жество реализаций различных техник её ускорения, что может при-
годиться при встраивании такого алгоритма в расширение к IDE. В
качестве же рекуррентной нейронной сети было решено использовать
SHA-RNN [22], которая на одной из задач показывает качество, сопоста-
вимое с Transformer-XL, но которая при этом в разы меньше и быстрее.
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Выбор алгоритма генерации последовательностей

Для генерации фрагментов кода с помощью уже обученного алго-
ритма автодополнения следующего токена будет использоваться алго-
ритм лучевого поиска с механизмом штрафования за похожие цепочки.
Данное решение было принято, поскольку именно такой алгоритм гене-
рации последовательностей сегодня показывает наилучшие результаты
в задачах обработки естественных языков [8].

1.7. Архитектура плагина
Опыт коммерческих систем [37] и последней работы в области ав-

тодополнения фрагментами кода [16] показывают, что для качествен-
ной генерации фрагментов кода необходимо использовать тяжеловес-
ные и медленные нейронные сети. При этом для обеспечения прием-
лемого пользовательского опыта необходимо обеспечить минимальную
задержку выдачи вариантов автодополнения. Поэтому, как и в других
работах [16, 37], было решено запускать эти нейронные сети на графи-
ческом ускорителе отдельного сервера.

На рисунке 6 изображена архитектура всей системы в виде диа-
граммы компонентов. Система состоит из трёх основных частей: рас-
ширение для PyCharm на стороне клиента, серверная инфраструкту-
ра и алгоритм автодополнения фрагментами кода. На стороне клиен-
та происходит взаимодействие с пользователем, предобработка данных
и формирование запроса на сервер. Серверная инфраструктура обес-
печивает бесперебойную работу алгоритма автодополнения путём рас-
пределения нагрузки между несколькими процессами. Алгоритм авто-
дополнения отвечает за генерацию фрагментов кода по полученному
контексту программы.

Само расширение для PyCharm и инфраструктуру для сервера реа-
лизовывал другой студент СПбГУ Кирилл Крылов. В рамках же дан-
ной работы будет разработан алгоритм автодополнения фрагментами
кода, который состоит из нескольких модулей и управляется из модуля
Connector.
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Рис. 6: Клиент-серверная архитектура плагина для PyCharm. Пла-
гин отсылает контекст на сервер и получает фрагменты кода. Инфра-
структура сервера обеспечивает работу нескольких процессов и рас-
пределяет нагрузку. В рамках данной работы реализована подсистема
«Full line code completion algorithm».
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2. Реализация алгоритма генерации фраг-
ментов кода

В данной части работы приводится описание разработанной систе-
мы, некоторых её особенностей и проблем, которые они решают.

2.1. Подготовка данных для обучения
В качестве данных, на которых будут обучаться нейронные сети, бы-

ло решено использовать исходный код с платформы GitHub. На этом
ресурсе доступно огромное количество проектов, каждый из которых
содержит множество файлов с исходным кодом. Качество проектов
можно косвенно оценивать с помощью так называемых звёзд, кото-
рые пользователи могут ставить, если они считают проекты важными
в том или ином смысле. Студентом СПбГУ Кириллом Крыловым бы-
ли собраны все репозитории, количество звёзд у которых больше либо
равно десяти. Объём таких репозиториев в сумме составил один те-
рабайт, чего предположительно хватит для обучения модели любого
размера [30]. Затем Кириллом Крыловым эти данные были отфильтро-
ваны от точных дубликатов и тех файлов, которые предположительно
были сгенерированы автоматически.

Любой алгоритм машинного обучения требует, чтобы во время обу-
чения данные подавались на вход в случайном порядке. В идеальном
сценарии, при каждом проходе по данным они должны быть переме-
шаны по-разному. Поэтому один раз перемешать данные заранее недо-
статочно, необходимо делать это прямо во время процесса обучения.

Специфика исходного кода такова, что он хранится в большом коли-
честве относительно небольших файлов. Экспериментально было уста-
новлено, что скорость чтения таких данных в случайном порядке очень
низкая, гораздо ниже скорости их обработки даже масштабной нейрон-
ной сетью.

Эту проблему можно решить, если перемешать данные заранее и со-
хранить их в нескольких файлах большого размера. Тогда можно счи-
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тывать такие файлы в случайном порядке и перемешивать содержимое
каждого прямо во время обучения алгоритма.

Для конвертирования множества мелких файлов в описанный вы-
ше формат был разработан скрипт на языке программирования Python.
Этот язык был выбран, так как скорость выполнения скрипта в основ-
ном ограничена скоростью операций ввода и вывода с долговременного
накопителя, и весь остальной проект уже был реализован на Python.

Схема работы скрипта изображена на рисунке 7. Изначально до-
ступны пути ко всем файлам с исходным кодом, которые нельзя ни
загрузить в память ввиду их объёма, ни случайно перемешать ввиду
низкой скорости чтения в этом порядке. Поэтому они разбиваются на
блоки по несколько путей, и блоки перемешиваются. Скорость чтения
блоков в случайном порядке близка к скорости чтения всех файлов
последовательно. Затем блоки считываются в память по несколько за
раз, и все файлы в считанных блоках перемешиваются между собой
для записи в несколько файлов большего размера в таком порядке.

Стоит отдельно отметить важность разбиения путей на блоки с по-
следующим перемешиванием. Если этого не делать, а просто читать
какое-то количество файлов и перемешивать их в памяти, то первые
файлы из начальных данных будут всегда содержаться в первых фай-
лах большего размера, то есть случайность будет нарушена, что может
привести к ухудшению процесса обучения нейронных сетей.

Таким образом, подобная предобработка данных позволила снизить
время обработки 85 гигабайт кода на Python с недели до трёх часов. Это
критично, так как в будущем планируется поддержка других языков
программирования, общий объём данных которых составляет 1 тера-
байт.

2.2. Обучение нейронных сетей
Для всех трёх выбранных архитектур нейронных сетей, а именно

Transformer-XL, GPT-2 и SHA-RNN, существуют открытые реализа-
ции на языке Python, в которых реализованы сами нейронные сети и

26



Рис. 7: Схема процесса предобработки данных

алгоритмы их обучения с помощью библиотеки PyTorch.
Для всех этих реализаций в рамках данной работы была поддержа-

на возможность тренировки на исходном коде. Особое внимание стоит
уделить работе с реализацией Transformer-XL, в которой было найдено
несколько критических ошибок, которые не позволяли обучить алго-
ритм, и большое количество других мелких ошибок. Работа над этой
реализацией проводилась в репозитории на GitHub4. Одна из критиче-
ских ошибок заключалась в неправильном сохранении и восстановле-
нии процесса обучения, которые необходимы на тот случай, если этот
процесс непредвиденно прервётся, что довольно вероятно при обучении
длительностью в неделю и больше.

Другая проблема в реализации Transformer-XL заключалась в том,
что метрики качества периодически сильно падали, из-за чего обуче-
ние на первых стадиях замедлялось, а на поздних, когда скорость ро-

4Реализация Transformer-XL на GitHub https://github.com/cybertronai/transformer-xl
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ста качества невелика, оно и вовсе прекращалось. Оказалось, что раз-
биение данных на примеры в довольно редком случае производилось
некорректно. А именно, формирование нескольких примеров из конка-
тенации всех примеров производилось без учёта того, где эти примеры
начинаются и заканчиваются. Таким образом, пример иногда начинал-
ся с середины файла, что периодически вызывало резкое ухудшение
качества генерации модели.

2.3. Реализация лучевого поиска
Для генерации фрагментов кода необходимо разработать алгоритм

поиска последовательностей, который позволит с помощью алгоритма,
обученного на задаче оценки вероятности следующего токена, генери-
ровать цепочки токенов, которые и будут образовывать фрагменты ко-
да. Как уже было упомянуто в выводе из обзора, в качестве такого алго-
ритма было решено использовать лучевой поиск с механизмом штрафов
за похожие цепочки.

В ходе поиска готового решения было замечено, что реализации,
которые используют определённую эвристику [12], позволяющую уско-
рить процесс генерации в несколько раз, встречаются только как части
какой-либо библиотеки и сильно завязаны на реализацию этих библио-
тек. Данный факт не позволяет взять готовую для использования ре-
ализацию. По этой причине было решено самостоятельно реализовать
алгоритм лучевого поиска и его модификацию. Такой алгоритм доволь-
но часто оказывается полезен и в других задачах в области применения
машинного обучения в программной инженерии, поэтому при его раз-
работке стоит обеспечить удобную интеграцию с другими алгоритмами
предсказания следующего токена.

Архитектура разработанного алгоритма представлена на рисунке 8.
Управление поиском цепочек токенов происходит через класс генерато-
ра (Generator), при создании которого необходимо указать параметры
алгоритма: идентификаторы терминальных символов, размер лучево-
го поиска и параметры, связанные с механизмом штрафования. Затем
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можно сгенерировать цепочку токенов, передав контекст для генерации
и количество итераций в метод поиска.

Рис. 8: Архитектура алгоритма лучевого поиска с механизмом штра-
фования за похожие цепочки.

Также был выделен абстрактный класс поиска (Search), наследуя ко-
торый можно легко реализовывать различные алгоритмы поиска после-
довательностей токенов и их модификации. Этот класс имеет довольно
минималистичный интерфейс: необходимо несколько раз вызвать метод
шага алгоритма (step), передав в него вероятности появления следую-
щих токенов. После каждого вызова этого метода состояние экземпляра
поиска меняется, обновляя текущие наиболее вероятные гипотезы. Эти
гипотезы в свою очередь используются для получения следующего ве-
роятностного распределения при помощи алгоритма генерации одного
токена.

Для того, чтобы воспользоваться этой реализацией алгоритма по-
иска последовательности токенов, имея алгоритм предсказания следу-
ющего токена, необходимо реализовать интерфейс ModelWrapper. При
этом инициализировать состояние алгоритма можно как угодно, так
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как все необходимые аргументы можно передавать в метод search у ге-
нератора. Эти параметры далее без изменений будут переданы в метод
инициализации (init_state).

На текущий момент данной реализацией алгоритма успел восполь-
зоваться в рамках своей выпускной квалификационной работы бакалав-
ра студент НИУ ВШЭ Михаил Правилов в рамках задачи генерации
описания к изменению в коде. Для этого он успешно реализовал интер-
фейс ModelWrapper для алгоритма, который генерирует такое описание
по одному слову.
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3. Оптимизация компонентов алгоритма
Все выбранные компоненты реализованной системы были изначаль-

но придуманы и разработаны для решения различных задач в области
обработки естественных языков. Чтобы лучше удовлетворять требова-
ниям, которые специфичны для задачи автодополнения фрагментами
кода, некоторые из этих компонентов были соответствующим образом
модифицированы.

3.1. Модификация парного кодирования байтов
Одним из таких требований к системе автодополнения фрагментами

кода является высокая скорость работы. Эта скорость в основном зави-
сит от времени работы генерации фрагментов кода, которое состоит из
времени обработки контекста, растущего вместе с количеством токенов
в контексте, и времени генерации нескольких следующих токенов.

Ускорить и обработку контекста, и генерацию нескольких токенов
можно за счёт сокращения среднего количества токенов, которые требу-
ются для представления произвольного фрагмента кода. Как уже было
сказано в обзоре, одним из предназначений техники парного кодиро-
вания байтов как раз является сокращение количества токенов. Это
достигается путём объединения самых частотных пар токенов в новый
токен. При этом алгоритму запрещается объединять токены, которые
находятся в разных лексемах языка программирования. Это необходи-
мо для того, чтобы в одном токене не содержалось несколько лексем
или их частей, что удобно при генерации одной лексемы языка про-
граммирования.

В данной же работе задача заключается в генерации целого фраг-
мента кода, поэтому описанное выше ограничение становится необяза-
тельным и его можно снять. Тогда несколько лексем языка программи-
рования смогут объединяться в единые токены. Таким образом, сред-
нее количество токенов, требуемых для представления одного и того
же фрагмента кода, может сократиться.

В таблице 1 приведён пример токенизации одного и того же фраг-
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мента кода с помощью техники парного кодирования байтов из преды-
дущих статей и предлагаемой модификации. С помощью такой мо-
дификации можно компактнее представлять последовательности лек-
сем, которые встречаются в коде довольно часто, например сочетания
«for i in » и «range(». Тем самым можно сократить как время обработки
контекста, так и время генерации цепочки нескольких токенов.

Метод токенизации Набор токенов Кол-во токенов
BPE for| i| in| ran|ge|(|10|)|: 9

Модификация BPE for i in |range(|10|): 4

Таблица 1: Пример токенизации фрагмента кода «for i in range(10):» с
помощью оригинальной техники парного кодирования байтов (BPE) и
предлагаемой модификации BPE.

На момент выполнения работы существовало несколько библиотек,
которые предназначены для построения и использования токенизатора
на основе техники парного кодирования байтов [33, 39, 45, 47]. Однако,
как было выяснено, ни одна из этих библиотек не имеет интерфейса, ко-
торый бы позволял с его помощью модифицировать алгоритм парного
кодирования байтов описанным выше способом. Поэтому было решено
взять самую быструю библиотеку, YouTokenToMe [45], и модифици-
ровать её исходный код для реализации предложенного подхода. Код
получившегося решения доступен на GitHub5.

3.2. Токенизация неполного контекста
Вторая модификация токенизации контекста является актуальной

не только для генерации фрагментов кода, но и для задачи генерации
любого текста по некоторому контексту, при которой задействуется тех-
ника парного кодирования байтов в качестве механизма токенизации.

В области обработки естественных языков при решении такой зада-
чи контекст сперва токенизируют с помощью парного кодирования бай-
тов, а затем по этим токенам алгоритм делает предсказание. При этом,

5Реализованная модификация библиотеки YouTokenToMe: https://github.com/
JetBrains-Research/YouTokenToMe
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в момент токенизации контекста может случиться так, что последний
токен окажется «неполным». Например, пользователь ввёл контекст
«for i i» и хочет получить строку «for i in range(10):». В этом случае
контекст будет представлен в виде токенов «for| i| i» и следующий то-
кен, который должен предсказать алгоритм, будет «n». Тогда при ге-
нерации всех остальных токенов эта часть контекста будет состоять из
токенов «for| i| i|n», что довольно необычно с точки зрения алгоритма,
так как в словаре есть цельный токен « in», и во время обучения ал-
горитма все вхождения подстроки « in» всегда представляются в виде
одного токена « in». По этой причине качество генерации при таком
неполном контексте может ухудшаться.

Для того, чтобы решить эту проблему, предлагается использовать
последний токен не в качестве токена в контексте, а в качестве дополни-
тельной информации при генерации следующего токена. То есть алго-
ритм предсказания будет видеть все токены контекста за исключением
последнего и предсказывать распределение вероятностей следующего
токена. Это означает, что каждому токену в словаре будет присвоена
вероятность того, что этот токен может оказаться следующим. Тогда с
помощью последнего «неполного» токена можно отфильтровать токе-
ны в словаре так, чтобы остались только те, что начинаются так же,
как и этот «неполный» токен. Для примера выше, когда пользователь
ввёл контекст «for i i», этот контекст будет представлен в виде токенов
«for| i», а токен « i» будет использован для фильтрации следующего
предсказания. По этому контексту алгоритм сгенерирует токен « in»,
не имея при этом возможности сгенерировать какой-либо токен, кото-
рый начинается не с « i». Тогда при генерации всех оставшихся токенов
контекстом будут являться токены «for| i| in», что полностью соответ-
ствует тому, что алгоритм видел при обучении.

Нетривиальной частью реализации такой токенизации неполного
контекста является фильтрация токенов словаря с помощью некоторо-
го префикса. Сложность состоит в том, что словарь чаще всего состоит
из десятков тысяч различных токенов. Поэтому для решения этой за-
дачи было решено использовать структуру данных бор, несколько её
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модифицировав для этой задачи. Для этого по словарю, представлен-
ному в виде набора строк, строится бор, который в узлах хранит не
номера терминирующих строк, а номера всех строк, которые имеют со-
ответствующий пройденному пути префикс. Пример такого бора для
словаря {she: 1, his: 2, hers: 3, he: 4} можно увидеть на рисунке 9. С по-
мощью такой структуры данных фильтрацию токенов в словаре можно
проводить за O(|S|), где S — это последний «неполный» токен в слова-
ре.

Рис. 9: Пример бора для словаря {she: 1, his: 2, hers: 3, he: 4}. Использу-
ется для эффективного поиска всех подходящих токенов в словаре по
некоторому префиксу.
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4. Апробация реализованной системы
В данной главе описывается сравнение полученной системы с ана-

логами и влияние модификаций процесса токенизации на качество и
скорость генерации фрагментов кода.

4.1. Данные
Перед обучением каких-либо алгоритмов данные были случайно

разбиты на три части, одна из которых имеет объём 30 мегабайт и слу-
жит для тестирования различных частей системы, а две другие исполь-
зуются для обучения как алгоритмов предсказания следующего токена,
так и техники парного кодирования байтов. Тестовая часть состоит из
7 426 файлов с исходным кодом на Python из различных проектов, ко-
торых нет в тренировочных данных. Общее число строк в этих файлах
равно 708 692.

4.2. Метрика качества
Метрики, которые используются для оценки качества автодополне-

ния одного токена кода, вычисляются исходя из положения правильно-
го токена в выдаче системы автодополнения. В случае же автодопол-
нения фрагментами кода «правильность» предлагаемого варианта не
так однозначна, поскольку может быть ситуация, в которой предлагае-
мый вариант будет отличаться от правильного на один символ. В таком
случае реальный пользователь скорее всего предпочтёт выбрать такой
вариант и заменит этот символ и, тем самым, сэкономит себе время.
Поэтому из-за невозможности однозначно разбить все предлагаемые
варианты на правильные и неправильные эти метрики использовать
нельзя.

В работе, посвящённой автодополнению фрагментами кода [16], бы-
ла использована метрика на основе расстояния Левенштейна, которая
решает описанную выше проблему. Однако с помощью такой метрики
нельзя сравнить между собой системы автодополнения одним токеном
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и фрагментами кода.
Для решения этих проблем Кириллом Крыловым была реализована

метрика CodeGolf, которая подсчитывает количество пользовательских
действий в редакторе IDE, которое необходимо для набора некоторого
файла с исходным кодом. При отсутствии какого-либо автодополнения
для набора файла длины n необходимо n действий, так как необходимо
вручную ввести каждый символ этого файла. Если же есть какая-то
система автодополнения, то программе кроме ввода символов доступен
выбор вариантов, которые эта система предлагает. Таким образом, если
система автодополнения предлагает хорошие варианты, метрика стано-
вится меньше. Для учёта длины файла с исходным кодом, на котором
проводится измерение метрики, число действий нормируется на длину
этого файла:

CodeGolf = #действий для написания файла
длина файла с исходным кодом ∗ 100%.

4.3. Сравнение с аналогами
Полученную систему автодополнения фрагментами кода было реше-

но сравнить с несколькими уже существующими системами. В первую
очередь необходимо произвести сравнение с уже встроенной в PyCharm
системой автодополнения одного токена, так как именно её функцио-
нальность призван заменить разработанный плагин. Затем стоит произ-
вести сравнение с ближайшим аналогом, Deep TabNine, который также
доступен пользователям в виде плагина к PyCharm.

Точно неизвестно, на каких данных обучалась система Deep
TabNine, из-за чего сравнение метрик на данных с GitHub невозможно.
По этой причине набор данных для сравнения систем был составлен
из трёх различных проектов, два из которых являются популярными
проектами на сервисе GitLab, копий которых нет на GitHub, а третий
проект является кодом для инфраструктуры сервера данной системы
автодополнения, который публично не доступен на GitHub.

В таблице 2 представлены значения метрики CodeGolf для каждой
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из выбранных систем и среднее время отклика системы автодополне-
ния во время вычисления метрики. Результаты сравнения демонстри-
руют, что полученные в рамках данной работы системы превосходят
по качеству как встроенное в PyCharm решение, так и ближайший ана-
лог Deep TabNine. Однако они же являются самыми медленными из
представленных. Ускорение нейронных сетей сейчас является активной
областью исследований [7, 26, 29, 38], которая успешно применяется в
системах автодополнения фрагментами кода [16], поэтому этот недо-
статок можно исправить в будущем.

Система автодополнения
CodeGolf, %

95% дов. интервал
(меньше лучше)

Время отклика, мс

PyCharm ML completion (74, 80) (7, 11)
Deep TabNine (43, 57) (77, 92)*
Эта работа, GPT-2 (30, 40) (279, 316)**
Эта работа, SHA-RNN (37, 44) (176, 224)**

Таблица 2: Качество и время отклика различных систем автодополне-
ния. *Вычисления производились на CPU (2,3 GHz 8Core Intel Core i9).
**Система имеет клиент-серверную архитектуру (задержка сети 80-100
мс), вычисления производились на GPU (NVIDIA Tesla V100).

4.4. Влияние модификаций токенизатора
В данной части работы исследуется влияние реализованных моди-

фикаций техники парного кодирования байтов на скорость и качество
работы системы.

Влияние на скорость работы

В первую очередь было решено измерить, как влияет на скорость
модификация, которая заключается в снятии ограничения на слияние
токенов между лексемами языка. Для этого на всей тестовой выборке
была посчитана средняя степень сжатия каждого файла с исходным
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кодом. Она может быть вычислена по следующей формуле:

Степень сжатия =
длина фрагмента кода

#токенов после токенизации .

Стоит заметить, что она напрямую зависит от количества операций
слияний токенов при построении словаря. Поэтому для оценки моди-
фикации в сравнении с оригинальным алгоритмом на рисунке 10 изоб-
ражена зависимость степени сжатия от количества слияний. Судя по
получившимся результатам, такая модификация позволяет значитель-
но снизить количество токенов, требуемых для токенизации одного и
того же фрагмента кода, что ускоряет процесс генерации.

Сейчас в системе используется словарь с 16 384 различными токе-
нами. Для такого количества слияний среднюю длину файла в токенах
с помощью модификации удалось уменьшить в 1.47 раз, что в среднем
ускорит процесс генерации в те же 1.47 раз.

Рис. 10: Степень сжатия кода с помощью техники парного кодирования
байтов в зависимости от размера словаря.
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Влияние на качество работы

Ввиду относительно низкой скорости работы системы, которая вы-
числяет метрику CodeGolf, для исследования влияния изменения то-
кенизации неполного контекста были использованы те же данные, что
и для сравнения системы с аналогами. Для сравнения были получе-
ны значения метрики CodeGolf с применением модификации для то-
кенизации неполного контекста и без него. Результаты представлены в
таблице 3. Модификация показывает себя значимо лучше только для
одной из архитектур нейронных сетей. Возможно, при использовании
большего количества данных результаты могут стать значимыми и для
второй архитектуры.

Система автодополнения
CodeGolf, %

95% дов. интервал
(меньше лучше)

GPT-2 без токенизации неполного контекста (37, 46)
GPT-2 с токенизацией неполного контекста (30, 40)
SHA-RNN без токенизации неполного контекста (46, 54)
SHA-RNN с токенизацией неполного контекста (37, 44)

Таблица 3: Качество реализованной системы автодополнения с моди-
фикацией токенизации неполного контекста и без неё.
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Заключение
В ходе данной работы были получены следующие результаты.

1. Проведён обзор предметной области. Рассмотрены системы авто-
дополнения одного токена кода и процесс генерации текстов при-
менительно к автодополнению фрагментами кода. Выбраны ком-
поненты системы автодополнения фрагментами кода.

2. Выбран и реализован алгоритм генерации фрагментов кода. Реа-
лизована предобработка данных объёмом порядка терабайта. Обу-
чено несколько архитектур нейронных сетей, для одной из кото-
рых были исправлены критические ошибки. Спроектирован и ре-
ализован алгоритм лучевого поиска и его модификаций.

3. Оптимизированы компоненты реализованного решения под спе-
цифику поставленной задачи. Предложены и реализованы улуч-
шенная токенизация неполного контекста и модификация парного
кодирования байтов для автодополнения фрагментами кода.

4. Проведена апробация полученной системы. Произведено её срав-
нение с автодополнением PyCharm и Deep TabNine. Реализован-
ная система показывает лучшие результаты по сравнению с ана-
логами. Исследовано влияние предложенных улучшений процесса
токенизации на скорость и качество работы системы. Модифика-
ции позволяют ускорить процесс генерации в 1,5 раза и улучшить
качество качество предлагаемых фрагментов кода.

В результате данной работы был реализован алгоритм автодопол-
нения фрагментами кода, который был успешно внедрён в плагин для
PyCharm (см. акт о внедрении в приложении А). Также была разрабо-
тана инфраструктура для обучения, которую в дальнейшем планиру-
ется переиспользовать для разработки алгоритмов для других языков
программирования. Весь код доступен по ссылке на GitHub6.

6Репозиторий с кодом для обучения и использования алгоритма автодополнения фрагментами кода
https://github.com/SokolovYaroslav/FLCC-Model-Training
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Акт 
о внедрении выпускной квалификационной работы 
студента Соколова Ярослава Сергеевича на тему 

«Система автодополнения фрагментами кода» 

Настоящий акт подтверждает, что результаты выпускной      
квалификационной работы Соколова Я.С. на тему «Система       
автодополнения фрагментами кода» успешно внедрены в проект «Full        
Line Code Completion», реализуемом ООО «ИнтеллиДжей Лабс». Что        
позволило добавить возможность автодополнения целых строк кода в        
интегрированной среде разработки «PyCharm». 

В представленных материалах проведён обширный обзор      
предметной области, аргументированно выбрано и затем реализовано       
наиболее подходящее решение для задачи автодополнения целых       
строк кода. 

По предварительным результатам, такое автодополнение     
позволяет быстрее писать типовые фрагменты кода на языке        
программирования Python, сокращая среднее число необходимых      
действий для написания кода примерно в два раза по сравнению с           
уже существующей системой автодополнения. 

 
Руководитель команды аналитики 

Координатор проектов по машинному обучению 
ООО «ИнтеллиДжей Лабс» 

_______________________________ 

Поваров Н.И. 

26 мая 2020 г. 
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